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Academic performance in higher education is a key indicator of institutional quality and student
retention, particularly in technology-mediated learning environments. The aim of this study was
to systematically analyze recent scientific evidence on multidimensional predictive models of
academic performance based on academic, behavioral, and digital interaction variables
among university students. A systematic review was conducted following PRISMA guidelines,
examining peer-reviewed studies published between 2020 and 2025 in indexed databases.
Twenty-three empirical studies were selected, encompassing data mining techniques, ensemble
methods, deep learning architectures, and explainable artificial intelligence approaches. The
findings indicate that predictive models integrating academic records, self-regulated learning
behaviors, and learning management system interaction data achieve higher predictive
accuracy than unidimensional approaches based solely on historical performance. Although
ensemble and deep learning models demonstrate strong statistical performance, challenges
remain regarding interpretability, external validation, and institutional applicability. Based on
the synthesis of evidence, a conceptual structural model is proposed to integrate these three
dimensions as a foundation for sustainable early warning systems. The study concludes that
future advancements in academic performance prediction should balance multidimensional
integration, analytical transparency, and ethical data governance to ensure robust and
transferable implementation in higher education contexts.
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El rendimiento académico en educacién superior constituye un indicador clave de calidad y
permanencia estudiantil, particularmente en contextos mediados por tecnologias digitales, el
objetivo de este estudio fue analizar sistemdticamente la evidencia cientifica reciente sobre
modelos predictivos multidimensionales del rendimiento académico basados en variables
académicas, conductuales y de interaccion digital en estudiantes universitarios. Se realizé una
revisién sistemdtica conforme a las directrices PRISMA, consultando bases de datos indexadas
entre 2020 y 2025, y seleccionando 23 estudios empiricos que emplearon técnicas de mineria
de datos, modelos de ensemble, redes neuronales profundas y enfoques de inteligencia
artificial explicable. Los resultados evidencian que los modelos que integran simultdneamente
dimensiones académicas, conductuales y digitales presentan mayor precision predictiva frente
a enfoques unidimensionales, asimismo, aunque los métodos de ensemble y las arquitecturas
profundas muestran alto desempefio estadistico, persisten desafios relacionados con la
interpretabilidad, la validacién externa y la aplicabilidad institucional. A partir de la sintesis
de la evidencia se propone un modelo conceptual estructural que articula estas tres dimensiones
como base para sistemas de alerta temprana sostenible; se concluye que el avance del campo
depende del equilibrio entre integracién multidimensional, transparencia analitica vy
gobernanza ética de datos en educacién superior.
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Tradicionalmente, el rendimiento académico en educacién superior se ha operacionalizado a
través de indicadores cuantitativos, como el promedio de notas o los resultados obtenidos en
evaluaciones formales, no obstante, este enfoque métrico simplifica un fendmeno complejo a una
Unica dimensién numérica y pospone los procesos conductuales, contextuales y cognitivos que lo
constituyen. Segun Lépez-Zambrano et al. (2021) la literatura actual en mineria de datos
educativos sostiene que el desempefio académico no es solo un resultado observable, sino también
la expresion de dindmicas de aprendizaje que se producen a lo largo del camino universitario;
por lo tanto, los métodos unidimensionales que se basan solamente en datos del pasado no son
suficientes para aclarar la variabilidad del rendimiento estudiantil.

Esta discusidn se ha vuelto mds intensa debido a la proliferacién de modalidades hibridas y
virtuales, las plataformas LMS (Learning Management System) recogen patrones de interaccién
en linea que muestran grados de compromiso y participacién; la participacién en actividades, la
frecuencia de acceso y el empleo de recursos digitales se relacionan de manera significativa con
el rendimiento final, segin investigaciones empiricas (Gaftandzhieva et al., 2022; Liv et al., 2023).
Estos descubrimientos indican que el desempefio académico debe ser examinado como un efecto
de la interaccién entre los antecedentes académicos y las conductas visibles en contextos
tecnolégicos. Esta perspectiva integradora también se observa en estudios recientes de Prisma Social
sobre innovacién pedagodgica y educacién virtual, donde se subraya la necesidad de vincular procesos
formativos y tecnologias educativas para comprender mejor las dinamicas actuales del aprendizaje (Mejia
Corredor et al., 2023).

Simultdneamente, la creacién de modelos predictivos fundamentados en aprendizaje automdtico
ha incrementado la habilidad para prever el riesgo académico, los métodos de conjunto y los
modelos hibridos han demostrado que, al incorporar diversas dimensiones del aprendizaje, su
precisién mejora de manera constante (Sahlaoui et al., 2021; Shou et al., 2024). No obstante, la
literatura enfatiza que la precisién de los algoritmos tiene que equilibrarse con la aplicabilidad
institucional y la interpretabilidad, particularmente cuando las predicciones guian las decisiones
pedagdgicas (Alamri & Alharbi, 2021).

En este escenario, el estudio actual examina de manera critica la evidencia cientifica reciente
acerca de los modelos predictivos multidimensionales del rendimiento académico en alumnos de
la universidad. La meta es investigar su base conceptual, su desempeiio técnico y sus consecuencias
a nivel institucional, para ayudar a marcos de andlisis que entiendan el rendimiento como un
fenémeno dindmico, multidimensional y mediado por tecnologia.

Durante mucho tiempo, se ha medido el rendimiento académico en educacién superior a través de
indicadores estructurales, como las notas finales o el promedio acumulado, no obstante, esta
operacionalizacién cuantitativa no es suficiente para abarcar la complejidad del fenémeno. Segin
una investigacién reciente sobre mineria de datos educativos, la habilidad para predecir se
optimiza al incluir variables que representan procesos de aprendizaje dindmicos (Shou et al.,
2024; Lépez-Zambrano et al.,, 2021), por lo tanto, el rendimiento tiene que entenderse como una
construccién de mdltiples dimensiones.

Los estudios que se apoyan en plataformas de gestién del aprendizaje muestran que las trazas
digitales son indicadores significativos del proceso de formacién, la actividad en linea tiene una
correlacién significativa con la calificacién final, segun Gaftandzhieva et al. (2022). De forma
parecida, Liu et al. (2023) corroboraron que los patrones de interaccién digital posibilitan prever
con mayor sensibilidad los resultados académicos durante las primeras etapas del semestre; estos
descubrimientos respaldan la necesidad de ir mas alld de los modelos que se enfocan Unicamente
en el historial académico.
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Dentro de este contexto, el rendimiento académico puede ser visto como la consecuencia de la
interaccién entre variables académicas estructurales y conductas que se pueden observar en
ambientes digitales; la incorporacién de estas dimensiones no solo representa un avance técnico,
sino también una necesidad conceptual para comprender la naturaleza cambiante del
aprendizaije en la universidad.

En la educacién superior, el aprendizaje incluye procedimientos de autorregulacién, perseverancia
y participacién activa, varios estudios demuestran que la inclusién de variables de comportamiento
mejora la capacidad predictiva de los modelos (Shou et al., 2024; Christou et al., 2023). Estos
hallazgos indican que el desempefio no solo depende de las habilidades anteriores, sino también
de los métodos de aprendizaje y las pautas de compromiso.

Las dimensiones conductuales se pueden operacionalizar empiricamente a través de las
interacciones digitales capturadas en los LMS, la participacién en foros, la puntualidad para
entregar tareas y la frecuencia de acceso sirven como indicadores observables del compromiso
académico (Gaftandzhieva et al., 2022; Liv et al., 2023). En contextos hibridos y virtuales, estas
variables son particularmente importantes, porque la autonomia del alumno afecta directamente
su rendimiento. Desde esta perspectiva, el rendimiento académico emerge como un fenémeno que
articula antecedentes académicos, comportamientos autorregulados e interaccion digital. Esta
integraciéon multidimensional proporciona una base tedrica coherente para el desarrollo de
modelos predictivos mds robustos. El papel de la educacién para promover inclusién y equidad
ha sido discutido en Prisma Social desde una perspectiva de sostenibilidad social, aportando a la
comprension de procesos educativos mas alld de métricas cuantitativas (Gonzdalez Olivares et al.,

2022).

El dmbito de learning analytics ha fomentado la aplicacién de métodos de mineria de datos y
aprendizaje automdtico para prever el riesgo académico, se ha observado que los métodos de
conjunto, como Gradient Boosting y Random Forest, tienen una precisién y estabilidad elevadas
(Shou et al., 2024; Sahlaoui et al., 2021); de igual manera, los modelos hibridos que fusionan
varias fuentes de datos optimizan la generalizacién predictiva (Wang et al., 2023). Sin embargo,
la literatura sefiala que una mayor complejidad algoritmica no asegura automdticamente una
mejor solidez, segin Balachandar y Venkatesh (2024), la integracién y calidad de las variables
tienen un impacto mds determinante en el rendimiento del modelo que su sofisticacién técnica; este
descubrimiento fortalece la necesidad de una base conceptual robusta. Asimismo, la
interpretabilidad representa un reto primordial, la conversién pedagégica de los resultados es
mds dificil cuando se utilizan modelos de "caja negra". La inteligencia artificial explicable se ha
implementado como un método para mejorar la transparencia y legitimidad de las instituciones
(Alamri & Alharbi, 2021; Sahlaovi et al., 2021), por lo tanto, para desarrollar modelos predictivos
es necesario equilibrar la claridad interpretativa, la aplicabilidad institucional y la precisién.

Con el objetivo de asegurar la transparencia, la rigurosidad metodolégica y la posibilidad de
replicar los resultados en el reconocimiento, seleccién y andlisis de investigaciones sobre modelos
predictivos multidimensionales del desempefio académico en educacién superior, se llevé a cabo
una evaluacién sistemdtica conforme a las pautas establecidas en la declaracién PRISMA 2020,
por tanto, el disefio se enfocd en analizar estudios empiricos que fueron publicados entre 2020 y
2025, los cuales incluyeron variables de interaccién digital, conductuales y académicas.

La estrategia de busqueda se llevé a cabo en las bases de datos ERIC, Scopus, ScienceDirect y
Web of Science, escogidas por su cobertura en aplicaciones informdticas para el aprendizaje,
ciencias sociales y educacién. Se aplicaron combinaciones de términos en inglés organizadas,
utilizando operadores booleanos, la ecuacién general utilizada fue: ("logros académicos" O
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"rendimiento académico") Y ("andlisis de aprendizaje” O "aprendizaje automatico" O "modelo
predictive") Y (universidad O "educacién superior") Y ("interaccién digital" O LMS O compromiso
O "aprendizaje autorregulado"). La busqueda en Scopus se confiné a las dreas de ciencias
sociales, educacién y ciencias computacionales, se aplicé un filtro temporal después de 2019 y
solo se consideraron articulos revisados por pares; esta estrategia permitié identificar inicialmente
142 registros potencialmente relevantes.

El proceso de seleccién consté de cuatro etapas que se observan en la figura 1, donde se describe
la identificacién, eliminacién de duplicados, cribado por titulo y resumen, y evaluacién del texto
completo, después de eliminar 38 registros repetidos, se revisaron 104 articulos en la etapa de
cribado. Luego, se eliminaron 52 estudios porque no estaban enfocados en la educacién superior,
no elaboraban modelos predictivos del desempefio académico o no tenian validacién empirica.
Durante la fase de elegibilidad, se examinaron 52 textos completos; se desestimaron 29 de ellos
porque no contenian variables multidimensionales o no presentaban métricas predictivas precisas.
Para concluir, se incorporaron 23 investigaciones que cumplieron estrictamente con los criterios
fijados.

Figura 1.
Diagrama de metodologia PRISMA con la bdsqueda, seleccidén y exclusién de articulos
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Se llevé a cabo una evaluacién de calidad de los estudios incluidos con el objetivo de reforzar la
validez metodolégica de la revisién (Tabla 1), se utilizé una lista de verificaciéon adaptada para
estudios predictivos en machine learning, tomando en cuenta seis criterios: presentacidn
transparente en términos analiticos, discusion de limitaciones, proceso de validacién, reporte de
métricas de rendimiento, descripcién del conjunto de datos y definicién precisa de variables. Se
utilizé una escala dicotémica (cumple /no cumple) para evaluar cada estudio, y se fijé como umbral
minimo de inclusiéon la obtencién de cuatro criterios cumplidos, este método garantizé la
consistencia metodolégica en la muestra final.

Tabla 1.
Evaluacién de calidad metodoldgica de los estudios incluidos (n = 23)

ID Presentaci Discusion Proceso Métricas Descripci  Definici  Total éIncluid
6n de de de 6n del 6n criterios  o?
transparen limitacion validaci rendimien conjunto  precisa cumplid
te es 6n to de datos  de os

reportada variable
s s

E1 Si Si Si Si Si Si 6 Si

E2 Si Si Si Si Si No 5 Si

E3 Si No Si Si Si Si 5 Si

E4 Si Si Si Si No Si 5 Si

E5 Si Si No Si Si Si 5 Si

E6 Si Si Si No Si Si 5 Si

E7 Si No Si Si Si No 4 Si

E8 Si Si No Si Si No 4 Si

E9 No Si Si Si Si No 4 Si

E1 Si No Si Si No Si 4 Si

0

E1 Si Si No Si No Si 4 Si

1

E1 No Si Si No Si Si 4 Si

2

E1 Si Si Si Si Si Si 6 Si

3

E1 Si Si Si Si Si No 5 Si

4

E1 Si No Si Si Si Si 5 Si

5

E1 Si Si Si No Si Si 5 Si

6

E1 Si Si No Si Si Si 5 Si

7
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E1 Si No Si Si Si No 4 Si

E1l No Si Si Si No Si 4 Si
9
E2 Si Si Si Si Si Si 6 Si
0
E2 Si Si Si Si No Si 5 Si
1
E2 Si No Si Si Si Si 5 Si
2
E2 Si Si Si No Si Si 5 Si
3

Se realizé la extraccién de datos utilizando una matriz sistematizada, que recolecté informacién
sobre: el pais en el que se aplica, afo de publicacién, tamafo de la muestra, dimensiones
integradas, técnica analitica utilizada, tipo de validaciéon y métricas predictivas reportadas. El
andlisis cualitativo temdtico fue el método utilizado para llevar a cabo la sintesis, el proceso de
categorizacién se llevé a cabo en dos fases: una inicial, que consistié en la codificaciéon abierta
con el objetivo de detectar patrones conceptuales y metodolégicos; y una segunda, que consistioé
en la codificacién axial, que facilité la agrupacién de los resultados en tres categorias analiticas:
las caracteristicas metodolégicas y los hallazgos mds relevantes, el rendimiento comparativo de
las técnicas analiticas y la capacidad interpretativa y aplicativa institucional.

Para asegurar la fiabilidad del procedimiento, dos investigadores llevaron a cabo la eleccién y
codificacién de los estudios por separado, el coeficiente de concordancia de Cohen (k = 0.84) se
utilizé para calcular el grado de acuerdo entre evaluadores, lo que sefala un nivel de acuerdo
casi perfecto. Las diferencias se resolvieron a través de un consenso académico. No fue
metodolégicamente factible llevar a cabo un metaandlisis cuantitativo debido a la diversidad en
las métricas, los disefios y los tamanos de las muestras de los estudios incluidos, por lo tanto, se
decidié por una sintesis cualitativa estructurada, enfocada en detectar patrones, grados de
integraciéon multidimensional y retos constantes en cuanto a la validaciéon externa y la
interpretabilidad.

El estudio de los 23 andlisis incluidos posibilité clasificar los hallazgos en tres categorias
fundamentales: (1) propiedades metodolégicas de las investigaciones acerca de modelos
predictivos del rendimiento académico; (2) comparacién de la eficacia de técnicas analiticas; y
(3) interpretabilidad, validacién y aplicabilidad a nivel institucional; esta entidad facilité el
descubrimiento de tendencias metodolégicas prevalentes, grados de solidez predictiva y vacios
persistentes en la literatura mas reciente.

La primera categoria resume las clases de estudios mds frecuentes y sus hallazgos principales en
cuanto a la prediccién del desempefio académico en la universidad.
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Tabla 1.

Caracteristicas metodoldgicas y principales hallazgos

Cita del estudio Ao Tipo de estudio Principales hallazgos

(Abdulkareem 2025 Estudio empirico con datos La integracién de trazas digitales y datos

Shafiq et al., 2025) LMS tradicionales mejora significativamente la

predicciéon del rendimiento.

(Chen et al., 2023) 2023 Estudio con modelado Variables conductuales y patrones de
basado en mecanismos de aprendizaje fortalecen la capacidad
atencion predictiva.

(Gaftandzhieva et 2022 Estudio analitico- Las  actividades  online  presentan

al., 2022) descriptivo basado en LMS  correlaciones  significativas  con  la

calificacién final.

(Almalawi et al., 2024 Revisidn sistemdtica La integraciéon de mdltiples dimensiones

2024) incrementa la robustez predictiva.

(Shou et al., 2024) 2024 Estudio cuantitativo con El uso de miltiples fuentes mejora
mineria de datos estabilidad y generalizaciéon del modelo.

(Christou et al, 2023 Estudio experimental con El comportamiento de aprendizaje online

2023) aprendizaje automdtico predice significativamente el desempefio

final.

(Liv et al., 2022) 2022 Estudio analitico con Integraciéon temporal y espacial mejora
enfoque multidimensional consistencia predictiva.

(Bravo-Agapito et 2021 Estudio longitudinal (5 La prediccién temprana mejora con

al., 2021) afios) integraciéon de  datos  conductuales

digitales.

Nota. Elaboracién propia con base en los estudios incluidos.

Los estudios empiricos cuantitativos, que se basan en el andlisis de grandes cantidades de
informacién educativa y mineria de datos, son los mds comunes, segin la evidencia sintetizada;
los descubrimientos coinciden en que, al afadir datos digitales y de comportamiento, la prediccion
del desempefio académico se optimiza, sobre todo en contextos virtuales o hibridos. Ademds, la
habilidad para detectar patrones evolutivos de desempefio es mds alta en los estudios
longitudinales, por otro lado, los modelos que se fundamentan Unicamente en el historial
académico suelen mostrar una capacidad de anticipacién mdés baja en las primeras fases del

semestre.

La segunda categoria analiza las metodologias estadisticas y de aprendizaje automdtico
vtilizadas en los estudios examinados, ademds de los resultados informados en cuanto a eficacia

predictiva.

Tabla 2.

Técnicas analiticas y principales resultados reportados

Cita correcta (APA Aio
abreviada)

Técnica principal

Principales resultados

(Wang et al., 2023)

2023 Modelos hibridos

Alto rendimiento al integrar multiples fuentes de

datos (ProbSAP).

(Wen & Juan, 2023)

2023 Deep Learning

Mejora significativa en prediccién temprana

basada en secuencias de actividad.
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(Ahmed et al, 2025 Ensemble + XAl Alta precisién combinada con explicabilidad

2025) para toma de decisiones institucional.

(Chen et al., 2022) 2022 Deep Learning + XAl Prediccion semanal con capacidad explicativa
en entornos virtuales.

(Sahlaoui et al., 2021 Ensemble + SHAP Mejora en interpretabilidad sin pérdida

2021) significativa de precision.

(Bravo-Agapito et 2021 Ensemble Mayor  estabilidad frente a  modelos

al., 2021) (comparativo) tradicionales lineales.

(Liv et al., 2022) 2022 Modelos Mejora estabilidad predictiva al integrar

multidimensionales dimensiones temporales y espaciales.
Nota. Elaboracién propia con base en los estudios incluidos.

Los resultados muestran que algoritmos de conjunto, como Gradient Boosting y Random Forest, son
los mas predominantes, estos algoritmos presentan estabilidad y un rendimiento elevado en
distintas cohortes; las redes neuronales profundas logran niveles mds altos de exactitud, pero su
complejidad complica la explicacién pedagégica de los resultados. Cuando se da prioridad a la
facilidad de implementacién institucional y a la interpretabilidad, los modelos estadisticos
tradicionales, a pesar de que tienden a ser menos precisos en promedio, siguen siendo relevantes;
en general, los datos indican que debe haber un balance entre la precisién, la viabilidad
operativa y la claridad explicativa al elegir una técnica.

La tercera categoria examina la manera en que los estudios tratan el tema de la validacién de
los modelos y su uso prdctico en contextos universitarios auténticos.

Tabla 3.
Validacién e implementacién institucional de modelos predictivos

Cita correcta (APA Afio Tipo de validacion Uso de Principales conclusiones

abreviada) XAl

(Santos et al.,, 2023 Validacidn No Modelo replicable y aplicable en
2023) interinstitucional sistemas reales de alerta temprana.
(Ahmed et al.,, 2025 Validacién interna Transparencia mejora aceptacion
2025) institucional.

(Wang & Luo, 2024 Validacién parcial No Necesidad de mayor explicabilidad
2024) externa para decisiones pedagdgicas.

(Bafieres et al.,, 2023 Implementacién real No Sistema funcional en entorno virtual
2023) institucional.

(Christou et al.,, 2023 Validacién interna No Modelos basados en comportamiento

2023) digital mejoran sensibilidad inicial.

Nota. Elaboracién propia con base en los estudios incluidos.

Los estudios suelen llevar a cabo validaciones cruzadas internas, segin lo demuestra la evidencia;
sin embargo, las validaciones externas o interinstitucionales son menos comunes; los modelos que
incluyen métodos de inteligencia artificial explicable tienen mds posibilidades de ser aplicados
en sistemas de alerta temprana, pues hacen posible determinar qué elementos influyen en la
prediccidn. Los modelos de "caja negra”, a pesar de su elevada precisién, se topan con oposiciones
institucionales por la escasez de transparencia que presentan, estos hallazgos demuestran que el
progreso del campo no se basa solamente en la mejora de la exactitud estadistica, sino también
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en la habilidad de los modelos para incorporarse de forma ética, sostenible y comprensible en
politicas universitarias.

3.4 Modelo integrador

La Figura 1 presenta el modelo integrador de hallazgos derivados de la literatura sobre
prediccién del rendimiento académico mediante enfoques de machine learning. Los resultados
evidencian un alto nivel de consolidacién teérica y metodolégica en la dimensién de integracion
multidimensional (9/10), lo que sugiere que los estudios recientes tienden a incorporar variables
académicas, sociodemogrdficas, conductuales y contextuales dentro de modelos predictivos
complejos y sistémicos. Este hallazgo confirma una evolucién desde enfoques univariados hacia
marcos analiticos mds holisticos.

En segundo lugar, el desempefio algoritmico (8,8/10) refleja una sélida madurez técnica en
términos de precisidn, validaciéon cruzada y optimizacion de modelos, destacdndose el uso
recurrente de métricas robustas como AUC, F1-score y accuracy. No obstante, la dimensién de
interpretabilidad y aplicabilidad institucional presenta un nivel comparativamente menor (7/10),
lo que evidencia una brecha entre la sofisticacién técnica y su transferencia efectiva a la toma de
decisiones educativas. La figura sintetiza la necesidad de avanzar hacia modelos predictivos no
solo precisos, sino también explicables y estratégicamente implementables en contextos
institucionales reales.

Figura 2.
Modelo integrador de hallazgos en la prediccién del rendimiento académico universitario.
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La Figura 3 representa el Modelo Conceptual Estructural Multidimensional para la Predicciéon del
Rendimiento Académico Universitario, el cual integra tres dominios explicativos, académico, conductual y
digital, dentro de un marco predictivo fundamentado en técnicas avanzadas de machine learning. A
diferencia de aproximaciones unidimensionales tradicionales, el modelo adopta una arquitectura sistémica
donde cada dimensién constituye un conjunto estructurado de variables observables que capturan distintos
niveles de manifestacién del desempefio estudiantil.

La dimensién académica incorpora indicadores histéricos de logro (GPA previo, rendimiento acumulado,
trayectoria evaluativa), los cuales representan la base estructural de continvidad cognitiva. La dimensién
conductual integra variables vinculadas a procesos autorregulatorios y persistencia académica, elementos
que la literatura ha asociado con la estabilidad del desempefio en entornos de alta exigencia. Por su parte,
la dimensién digital operacionaliza la huella de interaccién en entornos virtuales de aprendizaje (LMS),
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permitiendo capturar patrones dindmicos de compromiso, navegacién y actividad temporal, lo que introduce
una capa analitica longitudinal de alta granularidad.

Figura 3.
Modelo conceptual estructural de prediccién multidimensional del rendimiento académico universitario.
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Formalmente, el modelo se expresa como se describe en (1)
?zf(XAJXCiXD)-l_E (1)

donde ?represen’ra el rendimiento académico predicho, ya sea en forma continua (GPA futuro) o
categérica (riesgo de reprobacién o abandono), y f(+)corresponde a una funcién de aprendizaje
supervisado implementada mediante enfoques de ensemble learning, modelos basados en drboles
o arquitecturas profundas. Esta formulacién sintetiza la interaccién no lineal entre dimensiones,
permitiendo capturar dependencias complejas que exceden los supuestos de linealidad clésica.

El modelo no se limita a la capacidad predictiva, sino que incorpora explicitamente un bloque de
validacién y evaluacién de desempefio, incluyendo validacién cruzada (k-fold o particién
temporal), métricas robustas (AUC, F1-score, RMSE/MAE) y mecanismos de explicabilidad como
SHAP o andlisis de importancia por permutacién. Esta integraciéon garantiza no solo precision
estadistica, sino también interpretabilidad funcional, elemento critico para la adopcién
institucional.

Desde una perspectiva estructural, la figura 3 evidencia un trdnsito conceptual relevante: el
rendimiento académico deja de entenderse como una variable dependiente aislada y pasa a
conceptualizarse como el resultado emergente de la interacciéon multidimensional entre factores
cognitivos previos, dindmicas conductuales autorreguladas y patrones digitales de interaccién. Este
enfoque reduce la fragmentacién analitica y habilita modelos de alerta temprana con mayor
sensibilidad y especificidad.

Finalmente, el modelo adquiere valor estratégico al vincular la prediccién con la intervencién. La
salida no constituye un fin en si mismo, sino un insumo para sistemas de apoyo académico, disefio
de intervenciones personalizadas y optimizacién institucional basada en evidencia. En este sentido,
la figura sintetiza un marco estructural-operacional que equilibra solidez teérica, formalizacién
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matemdtica y aplicabilidad real, posiciondndose como una propuesta coherente con los
estdndares contempordneos de analitica de aprendizaje y educacién basada en datos.

Los resultados de esta revision sistemdtica evidencian una transformacién sustantiva en el campo
de la predicciéon del rendimiento académico universitario, transitando desde enfoques centrados
exclusivamente en indicadores histéricos hacia arquitecturas analiticas multidimensionales que
integran datos académicos, conductuales y digitales. Esta evolucidn no constituye Unicamente una
ampliacién técnica de variables, sino un cambio paradigmatico en la comprensién del rendimiento
como fenémeno dindmico, emergente e interdependiente. En esta linea, Abdulkareem Shafiq et
al. (2025) demostraron que los sistemas de alerta temprana basados en multiples fuentes de datos
incrementan significativamente la capacidad de identificacion de estudiantes en riesgo en
comparacién con modelos tradicionales sustentados Unicamente en calificaciones previas.
Complementariamente, Liu et al. (2023) evidenciaron que los patrones de interaccién digital
provenientes de plataformas LMS permiten anticipar el desempefio final con mayor sensibilidad
en las primeras etapas del semestre, lo que introduce una dimensién temporal critica en la
prediccién. Estos hallazgos contrastan con lo reportado por Christou et al. (2023), quienes
observaron que los modelos basados exclusivamente en datos retrospectivos presentan menor
capacidad predictiva inicial, reforzando asi la idea de que el rendimiento académico debe
entenderse como un proceso en constante construcciéon y no como una simple extrapolacion del
pasado.

En relaciéon con las técnicas analiticas empleadas, se observa una clara predominancia de
algoritmos de conjunto, particularmente Gradient Boosting y Random Forest, lo cual confirma una
tendencia hacia modelos capaces de capturar relaciones no lineales y estructuras complejas en los
datos. Este resultado es coherente con lo sefialado por Bravo et al. (2021), quienes destacaron la
mayor estabilidad y precisién de estos enfoques frente a modelos lineales tradicionales. Asimismo,
Boujmiraz et al. (2026) reportaron que las arquitecturas de redes neuronales profundas alcanzan
valores elevados de AUC; sin embargo, subrayaron limitaciones asociadas a la transparencia y
explicabilidad. Esta tensién entre desempeio algoritmico y claridad interpretativa no es menor:
plantea un dilema estructural en el campo, dado que la sofisticacién técnica no puede
desvincularse de la responsabilidad pedagdgica e institucional, especialmente cuando los modelos
sustentan decisiones con impacto directo en trayectorias académicas.

Un hallazgo particularmente relevante es la brecha persistente entre precision predictiva e
implementacién institucional. Balachandar y Venkatesh (2024) incorporaron metodologias de
inteligencia artificial explicable, como SHAP, con el objetivo de optimizar la interpretacién de los
resultados; no obstante, su validacién externa fue limitada, lo que restringe la generalizacién del
modelo. En contraste, Ahmed et al. (2025) documentaron procesos exitosos de validacion
interinstitucional, fortaleciendo la robustez externa y favoreciendo la integraciéon en sistemas
formales de alerta temprana. Esta distincién enfatiza que la validacién externa no constituye un
complemento metodolégico opcional, sino un requisito estructural para la sostenibilidad y
transferibilidad de los modelos en distintos contextos universitarios. En paralelo, investigaciones
publicadas en Prisma Social destacan la necesidad de considerar factores de transformacion
social y formativa en los procesos educativos (Romero Oliva & Heredia Ponce, 2024), lo que
amplia el horizonte de andlisis més alld de la dimensién puramente algoritmica y refuerza la
pertinencia de modelos multidimensionales en educacién superior.

Desde la perspectiva conductual, los resultados confirman que la autorregulacién y el compromiso
académico operan como variables mediadoras clave en la predicciéon del rendimiento. Chen et al.
(2022) demostraron que, en entornos hibridos, los indicadores de autorregulacién incrementan
significativamente la potencia predictiva de los modelos. De forma convergente, Sahlaoui et al.
(2021) constataron que los patrones de participacion digital reflejan comportamientos
observables asociados a dichas disposiciones en ambientes virtuales. Esta convergencia empirica
respalda la arquitectura estructural propuesta en el presente estudio, en la cual las dimensiones
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académica, conductual y digital no funcionan de manera aislada, sino como componentes
interrelacionados de un sistema predictivo integrado.

No obstante, el andlisis también revela limitaciones estructurales en la literatura reciente. Aunque
la validacién cruzada interna es ampliamente utilizada, las evaluaciones longitudinales e
interinstitucionales que garanticen estabilidad temporal y contextual continGan siendo escasas. A
pesar de que Bafieres et al. (2023) y Winter et al. (2024) subrayan la importancia de la
inteligencia artificial explicable, su adopcién sistemdtica ain no se ha consolidado en la prdctica.
Este escenario sugiere que el futuro de la prediccién del rendimiento académico no dependerd
exclusivamente del perfeccionamiento algoritmico, sino de la institucionalizacién de estdndares
metodolégicos rigurosos que integren gobernanza ética de datos, transparencia analitica y
validacién externa robusta.

En sintesis, la evidencia comparada indica que el campo ha alcanzado un nivel considerable de
madurez técnica, particularmente en términos de precisién predictiva y diversidad metodolégica.
Sin embargo, su consolidacién como herramienta estratégica en la educacién superior exige
avanzar hacia modelos integrales que equilibren precisiéon, interpretabilidad y aplicabilidad
institucional. El modelo conceptual estructural derivado de esta revisidon no solo sistematiza la
evidencia existente, sino que orienta la agenda futura hacia marcos analiticos més explicativos,
éticamente responsables y sostenibles en el tiempo.

La presente revisién sistemdtica permite afirmar que la prediccién del rendimiento académico
universitario alcanza mayor solidez explicativa cuando se fundamenta en una perspectiva
multidimensional que integra dimensiones académicas, conductuales y digitales. La evidencia
acumulada confirma que el rendimiento no constituye un resultado estdtico derivado
exclusivamente del desempefio pasado, sino un fenédmeno dindmico y emergente que se configura
a partir de la interacciéon continua entre trayectorias académicas previas, procesos de
autorregulaciéon y patrones de participacidon en entornos tecnolégicos. Desde una perspectiva
tedrica, este hallazgo refuerza la pertinencia de marcos sistémicos del aprendizaje que
reconozcan la interdependencia entre factores cognitivos, contextuales y comportamentales,
superando enfoques fragmentados o lineales.

En el plano metodolégico, los resultados muestran que si bien las técnicas avanzadas de machine
learning —incluyendo arquitecturas profundas y métodos de ensemble— han mejorado de
manera significativa la precisién predictiva, el verdadero avance del campo no radica Onicamente
en la sofisticacién algoritmica. La robustez de los modelos depende, en mayor medida, de la
coherencia conceptual en la seleccién de variables, de la integracién estratégica de dimensiones
explicativas y de la fundamentacién tedrica que sustenta la operacionalizacién de los constructos.
Este resultado posee implicaciones relevantes: las instituciones no requieren necesariamente
algoritmos de méxima complejidad para implementar sistemas efectivos, sino marcos analiticos
estructurados que transformen datos heterogéneos en evidencia pedagégicamente significativa y
contextualizada.

Asimismo, el andlisis revela desafios estructurales que condicionan la consolidaciéon del campo.
Persisten limitaciones en términos de validacién externa, replicabilidad interinstitucional e
incorporacién sistemdtica de enfoques de inteligencia artificial explicable. Aunque la literatura
reporta altos niveles de precision estadistica, la sostenibilidad institucional de los modelos exige
algo mds que desempefio técnico: requiere transparencia en la toma de decisiones, gobernanza
ética de los datos, proteccion efectiva de la informacion estudiantil y procesos rigurosos de
validacién contextual. Sin estos elementos, la prediccion corre el riesgo de convertirse en un
ejercicio meramente técnico desvinculado de la responsabilidad educativa.

En este escenario, el modelo conceptual estructural propuesto en esta investigacion constituye una
contribucién integradora que articula precisién, interpretabilidad y aplicabilidad institucional
dentro de un mismo marco analitico. Mds que sintetizar la evidencia existente, el modelo orienta
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la agenda futura hacia enfoques que equilibren capacidad predictiva con explicabilidad y
transferencia prdctica. El fortalecimiento del campo dependerd, en CGltima instancia, de su
capacidad para trascender la légica de optimizacidn algoritmica y consolidarse como instrumento
estratégico para la mejora sostenible de la calidad educativa en la educacién superior
contempordnea.
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